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Abstrakt. Prispévek se zabyvd moznostmi hodnoceni kvality vysledki
sumarizatord textd. Jsou zde popsany jednotlivé tfidy metod hodnoceni. Vétsi
pozornost je vénovana tiidé metod zalozenych na podobnosti obsahu. Uvadime
dvé nové metody hodnoceni kvality extraktl, které vyuzivaji singularni
dekompozici. Clanek prezentuje vysledky testovani ti sumarizatori
hodnocenych z hlediska standardni kosinové metody a dvou novych metod
zalozenych na singularni dekompozici. Podobnost obsahu extraktu je méfena
jak k plnému textu tak i k jeho abstraktu.
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1 Uvod

Automatickd sumarizace textll je védecka disciplina, kterd v dnesni dobé pouta stale
veétsi pozornost. Obrovské mnozstvi elektronickych informaci se musi redukovat, aby
se s nimi uzivatel mohl efektivnéji vyporadat. Existuje mnoho sumarizacnich metod.
Prvni skupinu tvoii extraktivni metody (Summarization by Extraction), jejichz cilem
je vybrat nejvyznamngjsi véty v sumarizovaném textu a vysledkem je tedy extrakt. V
dnesni dobé se zacinaji vyvijet také algoritmy, které by umoziovaly automatickou
tvorbu abstraktu generovanim novych vét (Summarization by Generation). Tyto
metody jsou vsak stale malo dokonalé. Pokud vsak chceme vylepSovat sumarizaéni
metody, musime nejprve vyvinout zpasoby, jak posuzovat jejich kvalitu. Tento
ptispévek se zabyva piistupy k hodnoceni extrakti. Metody lze rozdélit do dvou
skupin. Prvni tvoii metody, které zjist'uji, nakolik je automaticky systém schopny
zachytit hlavni myslenky zdrojového dokumentu (content evaluation). Metody druhé
skupiny méfi textovou kvalitu vystupu sumarizatoru — hodnoti ctivost, gramatiku a
logickou souvislost extraktu (text quality evaluation).

Dale je mozné rozdélit metody na vnitini (intristic) a vnéjsi (extrinsic). Prvni
skupina metod vychédzi zobecnych pozadavkii na abstrakty. Zkouma tedy
informativnost, pokryti a spravnost abstraktii (extraktll). Druhd zkouma jejich kvalitu
vzhledem k ur¢itému cilovému pouziti.

V aktualnim vyzkumu jsou dominantni nasledujici feSeni:

1. Srovnani extraktu s referenénim textem (vnitini hodnoceni) — viz kap. 2,3 a 5
2. Subjektivni hodnoceni soudcii (vnitini hodnoceni)

3. Aplikaén¢ zalozené hodnoceni (vnéjs$i hodnoceni) — viz kap. 4



Pro extrakty vét je Casto méfena podobnost vybéru vét extraktu s referenénim
extraktem (co-selection). Jako hlavni metriky se pouzivaji pifesnost, Uplnost
a F-skore [5]. Tyto metody sebou vSak pfinasi také néktera omezeni. Napftiklad Ize je
pouzit pouze pro extraktivni sumarizatory. Tuto nevyhodu odstrafiuji metody
zalozené na podobnosti obsahu (content-based), které méfi podobnost s referenénim
extraktem na arovni slov [5].

Aplikacné zalozené metody (fask-based) méti kvalitu extraktll z hlediska jejich
pouziti pro urcity tkol. Pfikladem je kategorizace textt (viz kap. 4).

2 Metody zaloZené na spole¢ném vybéru ¢asti textu

Tyto metody méfi kvalitu z hlediska spole¢ného vyskytu ¢asti textu (vétSinou vét)
v extraktech. Je zde nutné mit k dispozici referencni extrakt neboli extrakt, ktery se
povazuje za spravny (gold standard). Tento extrakt se nejCastéji ziskava tak, ze
nékolik lidi (soudcti) vybere véty, které by dle jejich minéni nemély v extraktu
chybét. Veéty, které jsou vybrany nejvice soudci se zafadi do referencniho extraktu.
V dalsi ¢asti uvadime tfi moznosti méfeni kvality.

2.1 Piesnost a uplnost

Koeficienty ptesnosti a tplnosti jsou definovany jako:

Koeficient pfesnosti (Precision): P(E) =

()]

Koeficient tiplnosti (Recall): R(E)= )
E = vyhodnocovany extrakt

A = pocet shodnych vét ve vyhodnocovaném a referencnim extraktu

C = pocet vét, které jsou ve vyhodnocovaném extraktu, ale nejsou v referencnim

B = pocet vét, které jsou v referencnim extraktu, ale nejsou ve vyhodnocovaném

2.2 Kappa

Kappa je statisticka mira, ktera ma nasledujici vyhody:
e Vylucuje ndhodnou shodu, kterd je definovana jako uroven kvality, ktera
bude dosazena nahodnym vybérem vét.
e  Umoznuje urceni pravdépodobnosti shody mezi soudci.

Koeficient Kappa (K) je definovan nasledovné:
© - P(S)=P(N)

1- P(N) 3



kde P(S) je pravdépodobnost shody mezi systémem (resp. soudcem) a referencnim
extraktem (resp. jinym soudcem) a P(N) je pravdépodobnost nahodné shody.

Tedy K=0, pokud je shoda sumariza¢niho systému stejna jako pti nahodné shodé a
K=1, pokud je hodnoceny extrakt shodny s referenénim (perfektni shoda). Pokud je
shoda horsi, nez by se o¢ekavalo pii ndhodné shod¢, kappa miize byt také zaporné.

2.3 Relativni pFrinos

Jednotlivi soudci nejprve ohodnoti véty (0-10). Ohodnoceni automatickych extrakti
se potom zvySuje pritomnosti vét s vysokym ohodnocenim a snizuje pritomnosti
redundantnich vét [S].

3 Metody zaloZené na podobnosti obsahu

Manualni extrakty (vytvorené soudci) vSak obecné nesdileji mnoho stejnych vét, a
proto je problém ziskat referen¢ni extrakt. Dalsi nevyhodou vyse popsanych metod je
neschopnost zachytit sémantiku vét. Porovnejme napiiklad vyznam nasledujicich
dvou vét:

S1:,Navitéva prezidenta Spojenych statti americkych v Cing*
S2:,,Americky prezident navstivil Cinu®

Do referen¢niho extraktu bude zafazena pouze jedna z téchto vét. Pii hodnoceni
metodami zalozenymi na spoleéném vybéru vét se bude pfitomnost druhé véty
v extraktu brat jako chyba.

S témito nepﬁjemn)?mi vlastnostmi se 1ze vyporadat pouiitim metod zaloienych
jenom na urovni celych vet.

Nabizi se zde tfi moznosti:

a) pocitat podobnost vyhodnocovaného extraktu s referen¢nim extraktem,

b) pocitat primér z podobnosti vyhodnocovaného extraktu s jednotlivymi

manualnimi extrakty,

¢) pocitat podobnost vyhodnocovaného extraktu s plnym dokumentem.
Nasleduji tii bézna méteni podobnosti.

3.1 Kosinova podobnost

Kosinova podobnost (Cosine Similarity) se spoc€ita podle nasledujiciho vzorce:
X, *y,
cos(X,Y)= z )i ’
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kde X a Y jsou reprezentace textu ve vektorovém modelu. U kosinové podobnosti se
pro reprezentace textu pouzivaji slova nebo lemmata.

3.2 Prekryti obsahu

Piekryti obsahu (Unit Overlap) lze spocitat nasledujicim zpisobem:

X NY]|
Ay ®
kde X a Y jsou mnozinové reprezentace textu. | S | je mohutnost mnoziny S. Zde se
jako jednotky reprezentace textu pouzivaji mnoziny slov nebo lemmat.

overlap (X ,Y) =

3.3 Nejdelsi subsekvence

Nejdelsi subsekvenci (Longest Common Subsequence) mizeme spocitat nasledujici

formuli:

length(X )+ length(Y) —edit ;,(X,Y) ©)
2 b

kde length(X) je pocet slov fetézce X a edit,;(X,Y) je minimalni pocet operaci vlozeni a

vymazani slov potfebny k transformaci X na Y.

les(X,Y)=

4 Aplikacné zaloZené metody

Aplikacné zalozené metody zjistuji kvalitu skrze uziti automatickych extraktl pro
dany prakticky ukol. Testovat je mozné naptiklad zvySeni rychlosti ¢i presnosti
vyhledavani dokumentl, pokud je vyhledavani zaloZzené na extraktech misto na
plnych dokumentech (Korelace relevance). Dal§im moznym méfenim je UspéS$nost
kategorizace dokumenti do tématickych skupin, pokud se indexuji extrakty misto
puvodnich dokumentt.

4.1 Korelace relevance

Korelace relevance (RC - Relevance correlation) je nova technika, kterd umoznuje
m¢éfit relativni pokles vykonu ziskavani informaci, pokud se indexuji extrakty misto
plnych dokumentt [5]. Pfedpokladejme, ze mame dotaz Q a kolekci dokumentti D;,
vyhledavaci systém setadi dokumenty D; podle jejich relevance k dotazu Q. Potom
provedeme substituci plnych dokumentt za extrakty S; a stejny vyhledavaci systém
sefadi dokumenty S; podle jejich relevance k dotazu Q. Pokud jsou extrakty dobrou
nahradou ptivodnich dokumentti, pfedpoklada se, ze potadi v obou piipadech budou
podobna. Existuje ne¢kolik metod pro meéfeni podobnosti potfadi (Kendall’s tau [8],
Spearman’s rand correlation [8]). Protoze vSak mame navic k dispozici
(z vyhledavaciho systému) relevanci jednotlivych dokumentd k dotazu, miizeme
spocitat RC nasledujicim zptisobem:



Z(xf -X) (¥, —¥)

RC = ’ 7
\/Z (-9 [¥ -7 7

kde x; je relevance dokumentu D; k dotazu Q, y; je relevance dokumentu S; k dotazu
Q. X (resp. y) je primérnd relevance dokumentt D; (resp. S;) k dotazu Q.

4.2 Kategorizace dokumenti

Tato metoda zjistuje vhodnost pouziti extraktl misto plnych textd pro pozdéjsi
kategorizaci. Pro méfeni je potiebna zatiidéna kolekce dokumentt. Pti tomto zptisobu
testovani se ke klasifikaci pouziva automaticky klasifikator. Z divodu oddéleni chyby
klasifikatoru a chyby sumarizatoru je pak nutné pouziti n¢kterych zékladnich hodnot
pro porovnani. Vysledné hodnoty klasifikace extraktd jsou proto porovnavany
napt. s vysledky hodnoceni plvodnich dokumenti nebo hodnoceni nahodné
vybranych vét.

Poslednim problémem ziistava mira urcujici kvalitu extraktu. Obecné se pouzivaji
koeficienty ptesnosti kategorizace P a Gplnosti kategorizace R:

p=2Z, 8
p @®)
R=Z, )

B
kde p je pocet tfid, do kterych je dokument spravné zatfidén klasifikatorem, g je
celkovy pocet tiid, do kterych je dokument klasifikdtorem zafazen a r je pocet
relevantnich tfid, do kterych byl dokument klasifikovany pii pfedchozim ru¢nim
zatfidovani. Potom P a R pro celou kolekci je primérem P a R pfes vSechny
dokumenty. Z definice je mozné vidét, Ze oba ukazatele spolu souvisi a zvySovanim
jednoho se druhy bude snizovat. Pfi zafazeni dokumentu do co nejvyssiho poctu tiid
bude vysoka uplnost, pii snizovani poctu tfid se bude zvedat piesnost. Z toho divodu
se pak pouziva pro hodnoceni klasifikace napt. primér z obou hodnot [4].

5 Hodnoceni singularni dekompozici

Singularni dekompozice je proces, ktery je schopen najit v dokumentu hlavni témata
(n-tice slov) a hodnoty jejich vyznamnosti. Tuto vlastnost vyuZzivaji naSe dvé nova
hodnoceni, kterd zjistuji podobnost hlavniho tématu (respektive n hlavnich témat)
automatického extraktu a referencniho dokumentu. ProtoZe jsou tyto metody zaloZzeny
na podobnosti obsahu, lze jako referen¢ni dokument pouzit i manudalni abstrakt, ktery
muze obsahovat i noveé vytvorené véty.



5.1 Singularni dekompozice (Singular Value Decomposition)

Singularni dekompozice (SVD) je numericky proces, ktery se hojné pouziva pii
redukci dat. V posledni dobé byly navrzeny algoritmy, které singularni dekompozici
tesi klasifikaci nebo vyhledavani dokumentt (latentni sémantické indexovani). SVD
byla jiz pouzita i pro sumarizaci [3]. Na této myslence jsou zaloZeny i nase hodnotici
algoritmy.

Proces zacina vytvorenim matice termt proti vétam 4 = [4,, A, ..., A,], kde kazdy
sloupcovy vektor A; reprezentuje vektor frekvenci termd ve vét€ i v
dokomponovaném dokumentu. Pokud dokument obsahuje m termu a n vét, ziska se
matice 4 o rozmérech m x n. Matice 4 je zpravidla fidka, protoze normalné se kazdé
slovo v kazdé vété nevyskytuje. Singularni dekompozice matice 4 je potom
definovana jako:

A=UsVT, (10)

kde U = [u;] je m x n sloupcov€ ortonormdlni matice, jejiz sloupce se nazyvaji levé
singularni vektory, 2’ = diag(o;, 03, ...,0,) je n X n diagonalni matice, jejiz diagonalni
prvky jsou nezépornd singuldrni Cisla sefazend sestupné a V = [v;] je n X n
ortonormalni matice, jejiz sloupce se nazyvaji pravé singularni vektory (viz obr. 1).
Pokud r je fad matice 4, potom (viz [2]) 2 spliuje:

0,20,.20,>0,,=..=0,=0- (11)
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Obr. 1. Singularni dekompozice

Na interpretaci aplikovani SVD na matici termt proti vétam se mizeme divat ze
dvou pohledi. Z transformaéniho pohledu SVD zprosttedkovava mapovani mezi m-
dimenzionalnim prostorem vektort frekvenci termi a r-dimensionalnim singularnim
vektorovym prostorem. Ze sémantického pohledu SVD poskytuje latentni
sémantickou strukturu dokumentu reprezentovaného matici 4. Tato operace vyjadiuje
rozklad originalniho dokumentu do r linearné nezavislych bazovych vektort. Kazdy
term i véta dokumentu jsou indexovany témito bazovymi vektory. Unikatni vlastnosti
singularniho rozkladu je schopnost zachytit a modelovat vnitini vztahy mezi termy
tak, ze mlize sémanticky shlukovat termy a véty. Dale, jak je demonstrovano v [2],



pokud se v dokumentu cCasto vyskytuje urcitd kombinace slov, pak bude tato
kombinace zachycena a reprezentovana jednim ze singularnich vektord. Velikost
odpovidajiciho singularniho ¢isla indikuje vyznamnost kombinace v dokumentu.
Kazda véta obsahujici tuto kombinaci slov bude promitnuta blizko odpovidajiciho
singularniho vektoru a véta, kterd nejlépe reprezentuje tuto kombinaci bude mit
nejvetsi hodnotu vtomto vektoru. Kazdd kombinace slov popisuje urcité téma
dokumentu. Lze tedy na zékladé ptedchozich faktd fici, Ze kazdy singularni vektor
reprezentuje urcité téma dokumentu a velikost korespondujiciho singularniho cisla
reprezentuje vyznamnost tohoto tématu [3].

Na zéklad¢ predchozi diskuse jsme navrhli metodu hodnotici kvalitu extraktd.
Tato metoda vyuziva singularni rozklad matice termi proti vétam, konkrétné matici
U, ktera popisuje miru vyznamnosti termid v hlavnich tématech (singularnich
vektorech) dokumentu. Pfi hodnoceni méfime podobnost mezi matici U ziskanou
singularnim rozkladem origindlniho dokumentu (nebo referen¢niho extraktu nebo
abstraktu) a matici U ziskanou singularnim rozkladem hodnoceného extraktu. Pro
zjisténi této podobnosti jsme navrhli nasledujici dvé méteni.

5.2 Podobnost hlavniho tématu

Tento zpisob méfeni porovnava prvni levé singularni vektory ziskané singularnim
rozkladem referenéniho dokumentu (plny text, referenéni extrakt nebo abstrakt) a
extraktu. Tyto vektory odpovidaji hlavnimu tématu dokumentu. Cim vice se tedy
podoba hlavni téma extraktu hlavnimu tématu referencniho dokumentu, tim je extrakt
kvalitnéjsi. Podobnost méfime tthlem mezi vektory, které jsou normalizované, takze
mizZeme pouzit nasledujici vzorec:

cosgozZue,. ur; (12)

i=1
kde ur je prvni levy singularni vektor rozkladu referencniho dokumentu, ue je prvni
levy singularni vektor extraktu (hodnoty odpovidajici termim jsou uspofadany podle
referenéniho dokumentu a na misté chybéjicich termt jsou nuly), n je pocet riznych
termtl referenéniho dokumentu.

5.3 Podobnost n nejvyznamnéjSich témat

Tento zptsob hodnoti podobnost z pohledu » hlavnich témat porovnavanych
dokumentd. Nejprve vytvofime singularni rozklady referencniho dokumentu a
hodnoceného extraktu. Potom pro oba dokumenty vynasobime matice U a 2. Ziskame
tim matice S, ( pro extrakt) a S, (pro referen¢ni dokument):

Se:Ue.ze’ (13)

S =U -2, . (14)



Duvodem tohoto nasobeni je zvyhodnéni hodnot v matici U, které patii
k nejvyssim singularnim ¢islim (nevyznamnéjSim tématiim). Pro kazdy vektor termu
(viz obr. 2) pak spocitame jeho délku (pro extrakt i referencni dokument):

d, = /Zsfgi > (15)
i=1

kde d; je délka vektoru k-tého termu, n je pocet témat. V nasich experimentech jsme
zvolili konstantni pocet tfi nejvyznamnéjsich témat.

ref. dokument extrakt

d vektor termu 1 d vektar termu 1
r e & 4
il = = h —— =2
da < 83 s - R
d& = S5 dg - Sy
=N Se

/P 1. lewy singularni vektor (hlawni tema) /P
vysledny vektor délek vektord termd ref. dok. wisledny vektar délek vektord termi extraktu

Obr. 2. Vytvoieni vyslednych vektort ref. dokumentu a extraktu

Z délek vektorti termt sestavime vysledny vektor délek termil v latentnim prostoru
vzniklém singularni dekompozici (viz obr. 2). Ziskame tim tedy dva vysledné
vektory — jeden pro extrakt (de) a druhy pro referencni dokument (dr). Tyto vektory
potom znormalizujeme. Pro zméfeni jejich podobnosti pouzijeme opét kosinovou
miru — analogicky s (12):

cosp = Zdei -dr, - (16)
i=1

Tato metoda ma nésledujici vyhodu oproti pfedchozi. Pokud budeme uvazovat
originalni dokument jako referen¢ni a ten bude obsahovat dvé pfiblizné stejné dilezita
témata (odpovidajici singularni ¢isla budou mit pfiblizné stejnou hodnotu), pak se
muze stat, Ze v extraktu prevladne druhé nejvyznamnéjsi téma nad prvnim a hlavni
téma bude vyhodnoceno jako velmi rozdilné. Tuto nevyhodu odstranime, pokud
hodnotime podle vice témat.

6 Testovani

6.1 Testovaci kolekce

K testovani novych metod jsme pouzili kolekci Computation and Language
Collection (cmp-lg) [7], kterd byla vytvofena korporaci MITRE a univerzitou
v Edinburghu. Tato kolekce formatu xml slouzi jako zdroj pro testovani v oblasti



dolovani znalosti a sumarizace textd. Vyskytuji se zde védecké dokumenty dlouhé
primérné 169 vét a také jsou zde jejich abstrakty.

Tabulka 1. Detaily o testovaci kolekci cmp-lg

Pocet dokumentti 178
Minimalni pocet vét v dokumentu 45

Maximalni pocet vét v dokumentu 750
Primérny pocet vét v dokumentu 169
Priimérny pocet slov v dokumentu 4504
Primémy pocet vyznamovych slov v dokumentu 1653
Primérny pocet riznych vyznamovych slov v dokumentu 529

6.2  Vysledky

Ukolem testovani bylo porovnani novych hodnoceni, zalozenych na singularni
dekompozici, se standardni kosinovou podobnosti. Porovnavali jsme extrakty tii
sumarizatorti. Prvnim je na$ sumarizator, zalozeny na myslence sumarizovani
singularni dekompozici [6]. Druhym je nahodny sumarizator (RANDOM), ktery
vybird ndhodné véty dokumentu. Ten slouzi ke stanoveni spodni hranice uspé$nosti.
Tteti je sumarizator se zabudovanou pozi¢ni heuristikou (LEAD) [5]. Ten preferuje
véty na zac¢atku dokumentu. Z vysledk 1ze tedy zkoumat, zda a nakolik se vyskytuji
dilezité informace na zacatku dokumentu. Nejprve jsme jako referencni dokument
vzali plny text. Zkoumali jsme tedy podobnost plného textu a jeho extraktu. Potom
jsme porovnavali abstrakt, ktery byl v kolekci pfipojen ke kazdému c¢lanku, a
automaticky extrakt. Sumariza¢ni pomér byl stanoven na 3%, 5% a 10%. Jako
sumariza¢ni jednotku jsme nejprve brali vétu, ale toto nastaveni penalizovalo nahodné
a pozicni extrakty, které mohou vybrat i velmi kratké véty a celé extrakty tedy mohou
byt podstatné kratsi. Proto bylo nakonec jako sumarizaéni jednotka nastaveno slovo a
vSechny extrakty byly pfiblizné stejné dlouhé. Dilezitym faktorem kvality
singularniho rozkladu je kvalita lematiza¢niho slovniku. Pfi naSem testovani jsme
pouzili lematizacni slovnik (SMART’s English Stoplist), jehoz autory jsou M.W.
Berry a S. Dumais [1]. Hodnoty v nésledujicich tabulkach udavaji kosinus odchylky
vektoru.

Tabulka 2. Hodnoceni kvality 3% extraktt (ref. dokument je plny text)

Hodnoceni Sumarizator
SVD RANDOM LEAD
Kosinova podobnost 0.651 0.521 0.426
Podobnost hlavniho tématu 0.694 0.390 0.371
Podobnost tfech hlavnich témat 0.650 0.420 0.378




Tabulka 3. Hodnoceni kvality 5% extraktl (ref. dokument je plny text)

Hodnoceni Sumarizator
SVD RANDOM LEAD
Kosinova podobnost 0.712 0.603 0.504
Podobnost hlavniho tématu 0.767 0.453 0.449
Podobnost tfech hlavnich témat 0.653 0.486 0.449

Tabulka 4. Hodnoceni kvality 10% extraktt (ref. dokument je plny text)

Hodnoceni Sumarizator
SVD RANDOM LEAD
Kosinova podobnost 0.788 0.733 0.617
Podobnost hlavniho tématu 0.858 0.608 0.565
Podobnost tfech hlavnich témat 0.722 0.600 0.556

V predchozich tabulkach je vidét, Ze u kosinové podobnosti neni pfili§ velky
rozdil mezi propracovanou sumarizaéni technikou (SVD) a nahodnym vybérem vét. U
obou hodnoceni singularni dekompozici je rozdil podstatné vétsi. Pozi¢ni sumarizator
byl vyhodnocen jako hors$i nez ndhodny.

Tabulka 5. Hodnoceni kvality 3% extraktt (ref. dokument je abstrakt)

Hodnoceni Sumarizator
SVD RANDOM LEAD
Kosinova podobnost 0.543 0.240 0.551
Podobnost hlavniho tématu 0.325 0.095 0.295
Podobnost tfech hlavnich témat 0.308 0.100 0.284

Tabulka 6. Hodnoceni kvality 5% extrakti (ref. dokument je abstrakt)

Hodnoceni Sumarizator
SVD RANDOM LEAD
Kosinova podobnost 0.572 0.271 0.604
Podobnost hlavniho tématu 0.353 0.110 0.341
Podobnost tiech hlavnich témat 0.319 0.119 0.335




Tabulka 7. Hodnoceni kvality 10% extraktd (ref. dokument je abstrakt)

Hodnoceni Sumarizator
SVD RANDOM LEAD
Kosinova podobnost 0.599 0.308 0.669
Podobnost hlavniho tématu 0.387 0.149 0.403
Podobnost tiech hlavnich témat 0.353 0.147 0.380

Dale jsme zjistovali podobnost extraktl sabstrakty. U 3% extrakti byl
vyhodnocen SVD sumarizator jako nejlepsi, ale u delSich extrakti (5% a 10%) jej jiz
prevysil poziéni sumarizator. Toto zdanlive prekvapujici zjisténi potvrdilo, Ze na
zacatku c¢lankd se vyskytuji vyznamné informace. Je to vlastnost, které vyuzivaji
napi. heuristické sumarizatory (pozicni heuristika — vy$§i ohodnoceni vét v uvodech
¢lanki).

7 Zavér

Tento pfispévek predstavil moderni trendy pii hodnoceni kvality sumarizatort.
Popsali jsme také novou hodnotici metodu zalozenou na singularni dekompozici.
Testovani prokazalo, Ze novd metoda je schopna rozlisit kvalitni extrakty od
nahodnych vybéra vét 1épe nez dnes pouzivana kosinova metoda. Déle jsme
zaznamenali, ze SVD je velice citlivd na kvalitu stoplistu a lematizacni proces.
V dal$im vyzkumu planujeme zkvalitnéni vystupu naSeho SVD sumarizatoru. Budou
zkoumany nasledujici moznosti — rezoluce anafor, redukce a kombinace vét a
vylouceni podobnych vét. Cilem je vyvinout inteligentni sumariza¢ni systém, ktery
bude schopen prezentovat koherentni extrakty, které by spravné vystihovaly ptivodni
dokument. Je ziejmé, Ze bez kvalitnich hodnoticich metod se neobejdeme.

Prispévek vznikl za castecné podpory vyzkumného zameéru MSM 235200005 a ME494.
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Annotation:
Quality Evaluation of Text Summarizers

This paper describes possibilities of summary quality evaluation. Firstly, we mention
the taxonomy of evaluation approaches. Further, we pay close attention to content-
based methods. Then, two new evaluation methods that use singular value
decomposition are proposed. Finally, we present evaluation results for three different
summarizers from the angle of standard cosine content-based method and the two
new evaluation methods based on the singular value decomposition. In the tests the
content similarity between an original document and its summary and between the
summary and its corresponding abstract was compared.
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